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RESUMO - Atualmente, a interpretação de imagens é baseada na classificação automática. Esta se subdivide em diversos métodos, 
cada um baseado em um tipo de algoritmo. Deste modo, convém identificar as técnicas de classificação mais utilizadas na produção 
científica brasileira, bem como seus respectivos resultados e sua evolução, ao longo dos anos, a fim de orientar futuros trabalhos que 
pretendem utilizar estes métodos, bem como identificar tendências de suas aplicações. Este trabalho apresenta uma análise 
bibliométrica da produção de teses e dissertações brasileiras acerca dos classificadores automáticos de imagens, quantificando e 
analisando os métodos de classificação mais mencionados. A pesquisa foi efetuada na base BDTD (Biblioteca Digital Brasileira de 
Teses e Dissertações), para obter as principais características dos métodos empregados. Os resultados apontaram que os classificadores 
automáticos mais mencionados em números absolutos em ordem decrescente são: Máxima Verossimilhança, Redes Neurais, Support 
Vector Machine (SVM), Árvores de decisão, Random Forest, Mínima Distância Euclidiana, Mapeador de Ângulo Espectral (SAM), 
K-Nearest Neighbours (KNN) e ISODATA. Concluiu-se que os algoritmos que se atrelam ao conceito de Machine Learning estão em 
ascensão em números de publicações mais recentes, e que os classificadores Árvores de Decisão e Redes Neurais apresentam os valores 
mais elevados de acurácia nos trabalhos analisados. 
Palavras-chave: Classificação de imagens. Técnicas de classificação. Sensoriamento remoto. Classificação automática de imagens 
 
ABSTRACT - Currently, the images interpretation is based on automatic classification. This is subdivided into several methods, each 
one based on a type of algorithm. Thus, it is important to identify the classification techniques most used in Brazilian scientific 
production, as well as their respective results and their evolution over the years. In order to guide future works that intend to use these 
methods as well as identify trends in their applications. This work presents a bibliometric analysis of the production of Brazilian theses 
and dissertations about automatic image classifiers as well quantifying as analyzing the most mentioned classification methods. The 
research was carried out in the BDTD (Brazilian Digital Library of Theses and Dissertations) database, to obtain the main characteristics 
of the methods employed. The results showed that the most mentioned automatic classifiers, in absolute numbers in descending order 
are: Maximum Likelihood, Neural Networks, Support Vector Machine (SVM), Decision Trees, Random Forest, Minimum Euclidean 
Distance, Spectral Angle Mapper (SAM), K-Nearest Neighbors (KNN) and ISODATA. It was concluded that the algorithms are linked 
to the Machine Learning concept are on the rise in numbers of more recent publications, and that the Decision Trees and Neural 
Networks classifiers present the highest accuracy values in the analyzed works.  
Keywords: Images classification. Classification techniques. Remote Sensing. Images automatic classification. 
 

INTRODUÇÃO 
Desde o marco inicial do sensoriamento remoto 

orbital, no lançamento do satélite soviético 
Sputnik-1 no ano de 1957, até a atualidade, vem 
sendo produzida uma variedade de dados orbitais 
e, ordenados e classificados, permitem análises 
espaço-temporais de períodos e áreas cada vez 
maiores. Se por um lado este fato contribui 
consideravelmente no desenvolvimento de pes-
quisas científicas e no planejamento e gestão 
acerca do espaço geográfico, por outro, o desa-
fiante trabalho de transformar estes dados em 

conhecimentos evocam métodos e conceitos das 
ciências computacionais para viabilização do 
processo. 

Em meio a isso, a área de interpretação e proces-
samento de dados do sensoriamento remoto (SR) 
tem absorvido fundamentações conceituais 
dentro da Ciência de Dados, com o intuito de 
tornar mais eficiente o processamento de 
imagens orbitais. Assim, termos como Big-Data 
e Machine Learning (Aprendizado de Máquina) 
estão cada dia mais recorrentes no meio das 
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geotecnologias, e sua compreensão é basilar para 
uma correta aplicação das técnicas computa-
cionais de interpretação de imagens. O Big Data 
está atrelado ao tamanho ou volume do conjunto 
de dados em si, ou seja, ao grande espaço ocupado 
nos dispositivos de armazenamento computa-
cional, mas também à variedade dos dados e à 
velocidade com que eles são processados. Já o 
aprendizado de máquina se relaciona à auto-
matização dos processos de interpretação de 
imagens, onde um algoritmo é criado e treinado 
para executar tarefas em função de dados de 
treinamento. Neste contexto, autores como 
Oliveira (2019) e Liu et al. (2018), apontam que 
estamos vivendo a era do Remote Sensing Big 
Data, onde, segundo Wang et al. (2018), 
reinventam-se as formas de processamento, aná-
lise e interpretação dos dados de sensoriamento 
remoto para obtenção de conhecimento. 

Segundo Saqui (2020) as imagens de SR são 
importantes fontes de informação acerca das 
áreas analisadas, e são constituídas por bandas 
espectrais, sendo que cada banda representa uma 
região diferente do espectro Eletromagnético. De 
acordo com Araújo (2017) uma das técnicas mais 
utilizadas para a extração de informações das 
imagens de satélite é a classificação, a qual permite 
ainda a incorporação destas informações em 
programas de geoprocessamento. Este último 
autor ilustra também que a classificação pode ser 
entendida como a partição do espaço de atributos 
segundo alguns critérios, e que os métodos de 
classificação podem ser divididos em dois grandes 
grupos: os classificadores por pixel e por região. 
Convém salientar que o termo “classificação 
automática” é genérico, dado que existem vários 
tipos de algoritmos para rotular as feições 
presentes num conjunto de imagens, ou seja, 
pode-se dizer que existem vários métodos de 
classificação automática. Atualmente, muitos destes 
algoritmos de classificação se atrelam aos conceitos 
de Aprendizado de Máquina, pois, de acordo a 
Bruzzone & Persello (2010) as técnicas de 
Machine learning têm sido amplamente utilizadas 
nas últimas décadas para a análise e classificação 
de dados de sensoriamento remoto, e hoje em dia 
estão se tornando as técnicas mais modernas, substi-
tuindo os classificadores neurais mais tradicionais. 

Dentro desta variabilidade de métodos de 
classificação sempre fica o questionamento sobre 
qual algoritmo traz os melhores resultados, qual 
é o mais eficiente, levando-se em conta a relação 
entre o custo computacional e acurácia dos resul-

tados, ou ainda qual o de mais fácil aplicação. 
Existem diversos trabalhos que comparam classifi-
cadores, como os mais recentes de Souza et al. 
(2016); Oliveira (2019); Li et al. (2020); Abdollahi 
& Pradhan (2021). Porém, normalmente, estes 
trabalhos se limitam a comparar de dois a cinco 
tipos de algoritmos. Outra característica destas 
publicações são as condicionantes metodoló-
gicas, pois o mais comum é a utilização de dados 
de apenas um ou dois sensores, áreas de estudos 
específicas, adoção ou não de amostras de classe, 
entre outras. Entretanto, contrastando com os 
fatos supracitados, há de se destacar aqui as 
contribuições do trabalho de Ghamisi et al. 
(2017), pois este artigo analisou a maioria dos 
métodos de classificação espectral existentes na 
literatura, comparando criticamente as abordagens 
de classificação hiperespectral mais poderosas de 
diferentes pontos de vista, incluindo sua precisão 
de classificação e complexidade computacional. 
O artigo também sugere uma lógica para a 
escolha de um classificador apropriado com base 
no aplicativo em questão.  

De acordo com Ghamisi et al. (2017) os 
diversos classificadores fornecem desempenhos 
diferentes para imagens distintas, indicando que 
não há nenhum classificador que forneça consis-
tentemente melhores resultados de classificação 
para diferentes cenas. Estes autores afirmam 
também que, em última análise, na escolha de um 
determinado classificador pesa mais a simplicidade 
de ajuste dos parâmetros e configurações do que 
a qualidade dos resultados obtidos pelo classifi-
cador. Esta é uma consideração importante, pois 
se observa que a comunidade científica produziu 
classificadores capazes de fornecer alta acurácia 
nas classificações. Entretanto, as diferenças com-
petitivas entre classificadores existentes estão 
mais relacionadas à sua simplicidade e confi-
gurações de ajuste do que a seus resultados. 
Neste mesmo sentido, Li et al. (2020) concluíram 
em seus trabalhos que a maioria dos métodos 
atuais tem limitações de classificação, e que 
nenhum classificador é o mais adequado para 
todas as situações de estudo. O método de 
classificação deve ser selecionado de acordo com 
as características espectrais da imagem de 
sensoriamento remoto e os requisitos reais de 
trabalho. O método certo é aquele que pode 
melhorar a precisão da classificação.  

Independentemente do método de classificação, 
não se pode discutir a relevância desta técnica 
para transformar os dados brutos de SR em mapas 
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temáticos e informações acerca do uso e cober-
tura terrestre, sendo que a classificação de 
imagens pode ser aplicada em diferentes áreas do 
conhecimento, como na agricultura, no planeja-
mento territorial urbano e rural, gerenciamento de 
recursos hídricos, monitoramento ambiental e 
ecológico, geologia, aplicações militares, entre 
outros. Na área acadêmica é vasta a bibliografia 
que emprega as técnicas de classificação de 
dados do SR. Para ilustrar melhor esta afirmativa, 
destaca-se aqui aplicações recentes feitas na 
agricultura de precisão por Chunjing et al. 
(2017); Chen et al. (2016); Hasituya et al. (2017). 
Em análises ambientais e ecológicas, os trabalhos 
de Flores et al. (2020); Mahdianpari et al. (2020); 
Han et al. (2021). No escopo de recursos 
hídricos: Choubin et al. (2017); Sekertekin 
(2021). Já Turgay & Yaşar (2021); Duan et al. 
(2020) usaram a classificação para mapeamentos 
voltados à geologia. Dentre outras inúmeras 
publicações e aplicações acerca da classificação 
de imagens que poderiam ter sido citadas.  

Assim, tendo em vista a variedade de métodos 
de classificação e o estágio Big data do sensoria-
mento remoto, convém identificar a evolução dos 
métodos de classificação utilizados na produção 
científica brasileira, a fim de orientar futuros 
trabalhos que pretendem usar estes métodos, bem 
como identificar as atuais tendências de suas 
aplicações dentro da produção científica brasileira.  

Deste modo, o presente trabalho propôs uma 
análise bibliométrica das teses e dissertações 
brasileiras direcionadas à classificação de imagens, 
levantando-se quais os classificadores mais 
mencionados por estes trabalhos de conclusão de 
curso. Este estudo analisou ainda a quantidade de 
menções de cada classificador por teses, por disser-
tações, por instituição de ensino, e principal-
mente a evolução da aplicação de cada classifi-
cador ao longo dos anos, possibilitando identificar 
quais os métodos mais atuais. Uma outra 
contribuição deste trabalho foi a catalogação, por 
meio de tabela síntese, dos resultados de algumas 
teses e dissertações acerca dos classificadores, 
onde elencou-se a acurácia, a área de aplicação e 
o sensor, entre outras informações relevantes, 
que permitirão compreender melhor a aplica-
bilidade dos métodos de classificação e seus 
respectivos resultados. 
Conhecimento Chave 

Segundo Florenzano (2011), a metodologia 
para gerar conhecimento a partir de dados do SR 
compreende as etapas de pré-processamento, 

extração de informação e apresentação da infor-
mação. No pré-processamento, geralmente, se faz 
a melhoria geométrica, posicional e radiométrica 
da imagem, além de alguns processos que faci-
litem a obtenção dos resultados, como o recorte 
da área de estudo, por exemplo. A extração da 
informação é a etapa precípua da metodologia, 
onde o processo de transformar os dados orbitais 
em conhecimento acerca do espaço é interme-
diado pela aplicação de diferentes técnicas, desde 
as mais simples como a interpretação visual, até 
as mais complexas que empregam princípios de 
redes neurais artificias, Machine Learning ou 
Deep Learning. A etapa final de apresentação da 
informação se volta à representação cartográfica, 
assunto não menos importante, mas que não é 
foco deste estudo.  

Atualmente, o modo mais difundido para extrair 
informações de dados do SR é a classificação 
automática de imagens, a qual pode ser compre-
endida como o termo genérico dado “ao processo 
de atribuir significado a um pixel em função de 
suas propriedades numéricas” (Novo, 2008). De 
modo mais aprofundado, Richards & Jia (1999) 
conceituam a classificação como a técnica de 
rotular pixels de uma imagem em função das suas 
particularidades espectrais, dentro de um programa 
computacional capaz de reconhecer a simila-
ridade espectral dos pixels. 

Os métodos de classificação são agrupados 
segundo várias abordagens. No presente estudo, 
mencionaremos três dessas abordagens por serem 
as mais recorrentes na literatura. As abordagens 
que agrupam tipologia de classificadores de 
imagens são: quanto ao modo de treinamento do 
algoritmo; quanto a adoção ou não de uma 
função de probabilidade conhecida para cada 
classe; e quanto ao tipo de informação do pixel 
aplicada como entrada. A figura 1 traz um resumo 
dos tipos de classificadores segundo estas três 
abordagens. 

Com relação a abordagem sobre o modo de 
treinamento do classificador, a classificação pode 
ser dividida em duas categorias: classificadores 
supervisionados e não supervisionados. O Super-
visionado classifica os dados de entrada para 
cada classe utilizando, a priori, um conjunto de 
amostras representativas conhecidas como parâ-
metros de treinamento. Em contrapartida, a 
classificação não supervisionada desconsidera o 
treinamento por amostras, classificando os dados 
com base apenas em um número arbitrário de 
centros de cluster iniciais que podem ser especi- 
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Figura 1 - Tipos de classificadores de imagem segundo três abordagens (Adaptado de Ghamisi et al., 2017). 

ficados pelo usuário ou arbitrados (Ghamisi et al., 
2017). Uma terceira categoria desta abordagem, 
que tem aparecido na literatura, é a semi-super-
visionada ou híbrida, a qual, segundo Theodoridis 
& Koutroumbas (2003, apud Oliveira, 2020) é 
aplicada quando apenas uma parte dos dados tem 
rótulo conhecido e se necessita buscar informações 
sobre os dados não rotulados. Também no caso 
da “clusterização”, o modo semi-supervisionado 
pode ser usado de maneira que a pequena parcela 
de dados rotulados seja utilizada como parâmetro 
para incluir ou não um ponto em um determinado 
cluster. 

A abordagem acerca da adoção ou não de uma 
função de probabilidade conhecida para cada 
classe bifurca-se em duas categorias: Paramétrica 
e não-paramétrica. Nos algoritmos paramétricos, 
conforme Andreola (2009), a forma geral da função 
de densidade de probabilidade, que representa o 
comportamento dos dados, é supostamente conhe-
cida, além disso estima-se os parâmetros existentes 
através das amostras de treinamento para cada 
classe, levantadas pelo interpretador. Já no caso 
dos algoritmos não-paramétricos, segundo Sartori 
(2006), assume-se o não conhecimento da forma 
da função de probabilidade, sendo que as funções 
de decisão são produzidas diretamente a partir 
das amostras de treinamento. 

Já na abordagem que leva em consideração o 
tipo de informação do pixel aplicada como 
entrada, a classificação pode ser por pixel ou por 
região (ou orientada a objeto). Na classificação 
por pixel se utiliza somente a informação espectral 
de cada pixel para classificar regiões homogêneas, 
a partir de medidas de distâncias ou de proba-

bilidades de um pixel pertencer a uma classe em 
especial (Meneses & Almeida, 2012). Já na 
classificação orientada a objeto o elemento de 
classificação deixa de ser o pixel, e passa a ser 
um conglomerado de pixels, os quais apresentam 
homogeneidade em suas propriedades espectrais. 
(Branco et al., 2018). 

A última etapa do trabalho classificatório é a 
avaliação da acurácia das representações temáticas 
do mapa gerado. Segundo Meneses & Almeida 
(2012) a acurácia temática de uma classificação 
está vinculada a diversos fatores, destacando-se a 
complexidade do terreno, as resoluções espaciais 
e espectrais do sistema sensor, o método de classi-
ficação utilizado, os dados amostrais da verdade 
terrestre, entre outros. Novo (2008) adverte que a 
alta correlação entre os canais espectrais, ou seja, 
a semelhança visual e numérica de bandas do 
sensor, pode ser prejudicial na distinção das 
classes. Segundo Farias et al. (2012), esta corre-
lação tem origem no sombreamento resultante da 
topografia, da proximidade ou sobreposição das 
faixas espectrais adjacentes e do próprio compor-
tamento espectral dos alvos terrestres. 

A acurácia de um mapa classificado é estimada 
por indicadores estatísticos, sendo a matriz de 
erro ou confusão a forma mais utilizada. De 
acordo com Congalton (1991) a matriz de erro é 
uma matriz quadrada de números que indicam 
unidades de amostragem (ou seja, pixels, aglome-
rados de pixels, ou polígonos) atribuídas a uma 
determinada classe, correlacionada à classe veri-
ficada em solo. A matriz de confusão pode ser 
usada como um ponto de partida para uma série 
de indicadores estatísticos descritivos e analíticos 
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(Congalton, 1991), dentre eles destacam-se a 
exatidão global e o índice Kappa. 

De acordo com Meneses & Almeida (2012) a 
exatidão global ou acurácia geral (overall 
accuracy) é computada dividindo-se o número 
total de pontos corretamente classificados (soma 
dos elementos ao longo da diagonal principal da 
matriz de erros) pelo número total de pontos de 
validação.  

Deste modo, um resultado com 100% de 
acurácia indica que todos os pixels da imagem 
foram corretamente classificados, baseando-se 
num conjunto de dados que compõe a verdade 
terrestre. Um resultado com 50% de acurácia 

significa, teoricamente, que metade dos pixels da 
imagem foi classificada de modo correto. 

O índice Kappa pode ser conceituado como 
uma medida de associação que descreve e testa o 
grau de concordância (confiabilidade e precisão) 
de uma classificação (Kotz & Johnson, 1983 
Apud Perroca & Gaidzinski, 2003). Segundo 
Figueiredo & Vieira (2007) a estimação do 
Kappa é amplamente usada na avaliação de 
acurácia temática, caracterizando-se como uma 
técnica multivariada discreta que usa todos os 
elementos da matriz de erro em seu cálculo. Esse 
índice varia de 0 (concordância nula) a 1 
(concordância perfeita).

MATERIAIS E MÉTODOS 
Os dados principais do presente estudo foram 

obtidos por meio de pesquisas bibliométricas em 
uma base acadêmica de teses e dissertações 
brasileiras, a BDBT, onde foram efetuadas buscas 
avançadas com palavras-chave específicas, cujas 
análises se materializaram nos principais resultados 
desta pesquisa. Efetuou-se também pesquisas 
bibliográficas em outras bases como a Scopus, 
Google Scholar e Scielo para embasamento teórico 
deste trabalho. A seguir serão apresentadas as 
etapas e demais informações relevantes acerca da 
produção deste trabalho. 
Biblioteca Digital Brasileira de Teses e 
Dissertações (BDTD) 

A Biblioteca Digital Brasileira de Teses e 
Dissertações é uma base de pesquisas acadêmicas 
focada nos trabalhos de conclusão de cursos brasi-
leiros em nível de pós-graduação stricto sensu. Esta 
biblioteca foi desenvolvida e é coordenada pelo 
Instituto Brasileiro de Informação em Ciência e 
Tecnologia (IBICT). A BDTD integra os 
sistemas de informação de teses e dissertações 
produzidas nas instituições de ensino e pesquisa 
do Brasil, estimulando o registro e a publicação 
destes trabalhos em meio eletrônico. A BDTD, 
em parceria com as instituições brasileiras de 
ensino e pesquisa, possibilita que a comunidade 
brasileira de ciência e tecnologia possa publicar 
e difundir suas teses e dissertações produzidas no 
País e no exterior, dando maior visibilidade à 
produção científica nacional (IBICT, 2021).  

No sítio eletrônico da BDTD constam, nesta 
data, 684.779 publicações acadêmicas, sendo 
500.797 dissertações e 183.983 teses, referentes 
a 125 instituições de ensino superior diferentes. 
A base BDTD possui várias ferramentas de buscas 
avançadas, utilizando algoritmo de estatística 

Fuzzy, busca por proximidade, busca por intervalo, 
incremento de um termo e por operadores 
booleanos.  
Pesquisa dos dados 

Antes de se aplicar a pesquisa avançada na 
BDTD, foi necessário um estudo prévio em artigos, 
periódicos e bases acadêmicas sobre os diversos 
tipos de classificadores e seus respectivos termos 
referentes, como forma de tornar mais efetiva a 
busca na BDTD.  

Uma ação que contribuiu bastante, além da 
leitura de artigos, foi uma busca avançada na 
base Scopus, utilizando-se os termos “remote 
sensing”, “classification”. Deste modo, o retorno 
da pesquisa foram milhares de trabalhos 
acadêmicos acerca da classificação de imagens 
de sensoriamento remoto, que poderiam ser 
minerados de diferentes formas em função das 
ferramentas de refinamento de busca presente na 
Scopus. Uma destas ferramentas, não disponível 
na BDTD, é o refinamento por outras palavras-
chave que se vinculam aos termos da busca inicial. 
Ao verificar tais palavras-chave do refinamento, 
foi possível identificar vários termos que se 
referem aos muitos métodos de classificação, 
bem como a quantificação de trabalhos que 
mencionam estes métodos. Salienta-se que muitas 
destas palavras-chave tinham alguma variação 
por conta de plural e singular, como por exemplo 
“decision tree” e “decision trees”; outras tinham 
variações por abreviação, como “Support Vector 
Machine” e “SVM”; em outros casos, as variantes 
se davam pelos diferentes termos referentes a um 
mesmo tipo de algoritmo ou por subdivisões 
dentro de um mesmo método, como por exemplo 
“Artificial Neural Network”, “Neural Network” e 
“Deep Neural Network”. Assim, tal pesquisa 
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prévia possibilitou elencar os métodos de 
classificação mais mencionados na base Scopus e 
seus principais termos referentes, como forma de 
nortear a etapa de buscas na BDTD. Ressalta-se 
ainda que foi necessário um conhecimento prévio 
sobre os tipos de classificadores, adquirido por 
meio de estudos em artigos e outros trabalhos 
científicos.  

Com a lista das possíveis terminologias que se 
referem aos vários métodos de classificação 
automática de imagens do SR, iniciaram-se as 
buscas na base BDTD, onde estes termos se 
tornaram as palavras-chave para as buscas.  

Deste modo, efetuou-se uma busca para cada 
tipo de classificador. Definiu-se, por autoevidência, 
que o termo “sensoriamento remoto” iria ser 
aplicado em todas as buscas, e, atrelados a ele por 
meio do operador booleano “AND” os signos que 
se referem ao método pesquisado, estes últimos 
separados pelo operador “OR”. Os resultados eram 
analisados por amostragem aleatória para verificar 
se realmente a palavra-chave estava contida no 
trabalho.  

Ao longo das buscas, alguns classificadores 
primariamente listados, não foram colocados em 
pauta por conta da sua baixa quantidade de 
menções, a exemplo do Isoseg e Paralelepípido. 
Determinou-se arbitrariamente que classificadores 
com menos de 10 menções não seriam pautados 
neste estudo. Outro classificador que não foi listado 
nos resultados foi o K-means. Os termos “k-means” 
ou “k-medias” estavam causando inconsistências 
na busca, pois trabalhos que continham os termos 
“means” ou “médias” estavam sendo vinculados 

nos resultados da pesquisa, não havendo, na base 
BDTD uma ferramenta que pudesse distinguir os 
termos. 

Após cada análise prévia de resultados, fazia-se 
o download em arquivo CSV contendo os detalhes 
das bibliografias resultantes da pesquisa. No total 
foram 382 trabalhos pesquisados. Com este arquivo 
em disco local, procedeu-se o refinamento dos 
dados em software de manipulação de planilhas.  
Mineração dos dados 

Utilizando programa de planilhas eletrônicas 
procedeu-se o refinamento e análise dos resultados 
de cada classificador. Foram quantificadas as 
menções totais, mas também por nível de trabalho 
(Tese ou dissertação), por quinquênio e pela 
instituição acadêmica. Em seguida, as informações 
foram materializadas em gráficos e quadros para 
melhor ilustrarem os resultados desta pesquisa. 

Por fim, foram selecionados 15 trabalhos, dentre 
os encontrados em todas as pesquisas da BDTD, e 
com base neles foi construída uma tabela síntese 
que relaciona as acurácias de cada classificador, 
encontradas nos trabalhos, mas também os satélites 
utilizados e a temática central (característica) da 
classificação. Diante da inviabilidade de se analisar 
382 trabalhos na construção da tabela síntese, os 15 
trabalhos que a compunha foram selecionados 
segundo os seguintes critérios: Mais relevantes 
segundo ordenamento da BDTD; Publicações dos 
últimos 10 anos; Textos que contemplem algum 
tipo de comparação, seja entre classificadores ou 
entre sensores. Além destes critérios, estabeleceu-
se também que cada classificador tivesse pelo 
menos três autores elencados.

RESULTADOS E DISCUSSÕES 
Os principais resultados deste trabalho 

consistem em tabelas e gráficos que elencam os 
classificadores automáticos de imagem de SR 
mais mencionados em trabalhos de conclusão de 
curso stricto sensu no Brasil. A seguir serão 
apresentados tais resultados com as respectivas 
discussões acerca de cada um. 

Em números absolutos, constatou-se que o 
classificador de Máxima Verossimilhança 
(MAXVER) é o mais mencionado, dentre todos 
os trabalhos pesquisados. Em seguida tem-se, em 
ordem decrescente no número de menções, os 
classificadores de redes neurais (RNA), Support 
Vector Machine (SVM) e Árvores de decisão 
(AD), todos com mais de 50 menções. Na 
sequência, também em ordem decrescente e com 
menos de 50 menções temos o Random Forest 

(RF), Mínima Distância (MINDIS), Spectral 
Angle Mapper (SAM), K-Nearest Neighbours 
(KNN) e ISODATA.  

Para ilustrar melhor esta análise, foi plotado o 
gráfico da figura 2, que elenca os classificadores 
mais mencionados em teses e dissertações no 
Brasil. 

O classificador MAXVER, o mais utilizado, 
se baseia no teorema de Bayes (Santos et al., 
2003), sendo uma das relações mais relevantes 
em se tratando de probabilidade condicional 
(Bussab & Morettin, 2010). Segundo Santos et 
al. (2010), o princípio básico de utilização do 
MAXVER é o conhecimento a priori da região 
estudada (classificador supervisionado), no 
intuito de indicar áreas de treinamento mais 
verossímeis possíveis à classe atribuída, para 
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então, por meio do Teorema de Bayes, classificar 
os pixels da imagem. O conjunto de treinamento 
permite ao algoritmo determinar o diagrama de 

dispersão das classes e suas distribuições de 
probabilidade, supondo estas distribuições como 
gaussianas.

 

 
Figura 2 - Classificadores mais mencionados em teses e dissertações no Brasil. 

 

Nem sempre números absolutos são sufi-
cientes para descrever um fenômeno. Diante 
disso, a análise de menções por quinquênios 
possibilitou uma melhor compreensão de como a 
aplicação de cada classificador evoluiu ao longo 
dos anos.  

Os gráficos plotados na figura 3 mostram 
quanto cada classificador foi mencionado ao longo 
dos quinquênios (3a) e as menções proporcionais 
de cada classificador por quinquênio (3b), na 
produção acadêmica de pós-graduação stricto 
sensu no Brasil. 

 

 
Figura 3. (“a” e “b”): Evolução das menções a classificadores em teses e dissertações do Brasil ao longo dos últimos seis 
quinquênios.  
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Analisando o gráfico acima, é possível iden-
tificar que o classificador MAXVER foi o mais 
mencionado em quase todos os quinquênios, 
menos no último, que teve predominância do 
Random Forest como o mais aplicado em teses e 
dissertações brasileiras. O Random Forest pode 
ser sintetizado como um conjunto de árvores de 
decisão geradas dentro de um mesmo objeto, em 
que cada conjunto (objeto) passa por um meca-
nismo de votação (bagging) elegendo a classe 
mais votada. Tal método é uma combinação de 
preditores de árvores, de maneira que cada árvore 
necessita dos valores de um vetor aleatório 
amostrado independentemente e com a mesma 
distribuição para todas as árvores na floresta. O 
método RF é um algoritmo supervisionado de 
machine learning que usa aprendizado por 
conjuntos para classificação e regressão (Rambo, 
2020). Outra informação que se pode tirar do 
gráfico a respeito do RF é que ele passou a ser 
mencionado apenas a partir do quinquênio 2007-
2011, em contrapartida, ele foi o classificador 
com ascensão de menções mais expressiva entre 
os classificadores listados, observada entre os 
quinquênios 2012-2016 e 2017-2021. 

Junto ao RF, tem-se o SVM e ISODATA em 
fase de ascensão em suas curvas. O MINDIS 
manteve número igual de menções nos dois últimos 
quinquênios, enquanto os demais classificadores 
estão num período de decrescimento no número 
de aplicações nos trabalhos acadêmicos. O SVM 
é uma técnica de machine learning que se 
fundamenta em princípios de Minimização do 
Risco Estrutural, buscando minimizar erros com 
relação ao conjunto de treinamento (risco empí-
rico), e com relação ao conjunto de teste, ou seja, 
com o conjunto de amostras não empregadas no 
treinamento do classificador (risco na generali-
zação). O SVM objetiva a obtenção de equilíbrio 
entre esses erros, minorando o excesso de ajustes 
relacionados às amostras de treinamento e 
aumentando a capacidade de generalização 
(Araújo, 2017). Esta recente ascensão do RF e do 
SVM denotam a modernidade destes classifica-
dores, e se deve, provavelmente, pelo fato de 
serem técnicas de aprendizado de máquina, as 
mais modernas neste âmbito.  

Quanto ao ISODATA, presume-se que sua 
ascensão não é significativa por conta das costu-
meiras variações em sua curva ao longo dos 
quinquênios, mas também pela proporção desta 
ascensão, tendo uma menção do quinquênio 
2012-2016 e duas menções em 2017-2021. O 

ISODATA é um algoritmo de agrupamento não 
supervisionado que permite ajuste do número de 
classes automaticamente durante as interações 
por fusão de agrupamentos semelhantes e divisão 
de classes com elevado desvio padrão (Jensen, 
2009).  

O MINDIS, que manteve linearidade na curva 
de menções nos últimos dois quinquênios, 
classifica um novo pixel a partir da determinação 
da menor distância espectral entre o pixel em 
questão e os centroides das classes, que, por sua 
vez, são formadas por suas respectivas amostras 
de treinamento (Araújo, 2017). 

Percebe-se também que o quinquênio 2012-
2016 foi o período de ápice da curva de três 
importantes classificadores: O já mencionado 
MAXVER, Redes Neurais e Árvores de decisão. 
As Redes Neurais são um conjunto de neurônios 
artificias que tentam imitar a estrutura neural 
biológica, e, conforme Gao (2009), os neurônios 
artificiais são nós que receptam entradas a partir 
de um conjunto de nós conectados, e todas estas 
conexões são similares aos dendritos de um 
neurônio biológico. Os sinais de entrada do nó 
artificial são combinados linearmente ou não-
linearmente, gerando uma saída através de uma 
função de transferência (limiar). Estas saídas repas-
sadas ao neurônio artificial se baseiam no axônio 
biológico. Cada unidade atua como um proces-
sador de reconhecimento de padrões simples, 
sendo que as entradas são avaliadas de acordo à 
força sináptica e assim se produz uma saída. Na 
implementação computacional, o neurônio 
artificial é como uma soma ponderada dos sinais 
numéricos de entrada. 

Já as Árvores de Decisão ou Decision tree são 
técnicas de aprendizado de máquina que realizam 
a classificação efetuando a criação de padrões 
com os dados de treinamento e, a partir da árvore 
obtida, classificar novas amostras desconhecidas. 
Estas árvores consistem numa hierarquia de nós 
internos e externos os quais são conectados por 
ramos. Cada nó representa uma decisão sobre 
uma variável por meio de testes lógicos, que em 
seguida se ramifica para o próximo nó descen-
dente ou resultado final, que neste último caso se 
chama folha (Rambo, 2020).  

O SAM teve curva com um comportamento mais 
particular, começando a ser mencionado no quin-
quênio 1997-2001, teve seu ápice entre 2007-2011, 
manteve certa linearidade até 2012-2016, entrando 
num período de desuso no último quinquênio.  

O SAM, de acordo com Souza (2013 apud 
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Kruse et al., 1993), é um classificador espectral 
que determina de similaridade entre dois espectros 
através do cálculo do ângulo formado entre os 
vetores que os representam matematicamente, 
em um espaço cuja dimensionalidade é igual a 
quantidade de bandas. Este ângulo entre os dois 
vetores é chamado de ângulo espectral e seu 
valor é inversamente proporcional à similaridade 
espectral entre os espectros. O algoritmo SAM 
generaliza a interpretação geométrica dos vetores 
para o espaço n dimensional (n = n° de bandas).  

O classificador KNN é um classificador não 
supervisionado, pois dispensa amostras de treina-
mento para construir um modelo. Este algoritmo 
realiza comparativo com os dados iniciais, em 
seguida os pixels desconhecidos são alocados na 
classe mais comum das “K” amostras de treina-
mento que estão mais próximas no espaço. Assim, 
um “K” baixo produz um limite de decisão mais 
complexo, enquanto que um “K” de maior valor 
produzirá uma generalização maior na classifi-
cação (Maxwell et al., 2018). Analisando sua 
curva no gráfico é possível identificar que teve 
suas primeiras aplicações nos anos 2002-2006, e 
seu ápice de menções no quinquênio 2012-2016, 
tendo uma pequena redução em suas aplicações 
no último quinquênio. 

Em se tratando das instituições de pesquisa e 
ensino, o resultado da bibliometria indicou que o 
Instituto Nacional de Pesquisas Espaciais (INPE) 
foi o que produziu o maior número de teses e 
dissertações com a temática de classificação de 
imagens de sensoriamento remoto, represen-
tando 18,64% de todos os trabalhos brasileiros 
nesta área. Este número é muito expressivo, dado 
que foram catalogadas 45 instituições de ensino 
e pesquisa com produção neste âmbito. No 
gráfico de pizza da figura 4, estão listadas as 
instituições de ensino e pesquisa com maior 
representatividade na produção de teses e disser-
tações acerca de classificadores de imagem, 
destacando-se as nove primeiras instituições: 
INPE, UFRGS (Universidade Federal do Rio 
Grande do Sul), UNB (Universidade de Brasília), 
UFV (Universidade Federal de Viçosa), UFPR 
(Universidade Federal do Paraná), UNICAMP 
(Universidade Estadual de Campinas), USP (Uni-
versidade de São Paulo), UNESP (Universidade 
Estadual Paulista) e UFRRJ (Universidade Federal 
Rural do Rio de Janeiro). A categoria “outros” do 
gráfico representa 27 outras instituições de ensino 
superior do Brasil, não mencionadas por sua 
baixa representatividade individual em relação 
aos números totais. 

 

 
Figura 4 - Distribuição das teses e dissertações a respeito de classificação de imagens do SR por instituição de ensino e 
pesquisa do Brasil. 

Quanto ao estudo bibliográfico dos 15 
trabalhos selecionados, obteve-se como principal 
resultado a tabela síntese expressa na figura 5, a 
seguir. Convém salientar que o fato de se 
priorizar trabalhos recentes (dos últimos 10 
anos), pode não evidenciar tanto classificadores 
mais antigos, diante disso, se estabeleceu que no 
mínimo cada classificador tivesse pelo menos 
três autores elencados. 

Foi possível identificar nestes trabalhos que, 
em geral, os classificadores têm bons e ótimos 

resultados de acurácia, com destaque para as 
Redes Neurais, que obtiveram o maior valor 
mínimo de acurácia dentre os classificadores 
catalogados, mas também às Árvores de Decisão, 
das quais foi possível obter o maior valor de 
acurácia dentre as teses e dissertações estudadas. 
O SVM e o MAXVER são os classificadores 
mais regulares, tanto em termos de aplicação, de 
baixa variância na acurácia, ou seja, mantém 
sempre um nível satisfatório quando aplicados, 
bem como aplicações em diferentes temáticas. O  
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Figura 5 - Quadro síntese a respeito das caraterísticas das classificações de dados do SR realizadas por alguns autores de 
teses e dissertações do Brasil. 

 

RF também é uma boa alternativa quando se 
busca elevadas acurácias, pois de acordo com 
Breiman (2001) a inserção de aleatoriedade do 
RF torna este classificador preciso. O RF, ao lado 
do KNN, tiveram boas acurácias e regularidades 
em seus resultados, só que um pouco abaixo do 
SVM e MAXVER.  

Os classificadores SAM e MINDIS, com valores 
um pouco menos expressivos que o RF e KNN, 
se mostraram estáveis e com valores de acurácia 
regulares, dentro dos seus resultados estudados.  

Por fim, o ISODATA com resultados instáveis, 
atingindo limiares de 0,95 num estudo e valores 
de 0,40 noutro, não se mostrou confiável para 
classificações de produtos finais, podendo ser 
aplicado em classificações prévias que requerem 
baixo custo computacional. 

Entretanto, adverte-se que o limiar médio de 

acurácia global não deve ser o único norteador na 
escolha de um classificador, pois a acurácia varia 
conforme os tipos de classe do trabalho classifi-
catório. Cada classe se comporta de maneira 
diferente ao ser analisada pelo algoritmo, pois há 
classes que possuem conduta espectral e 
características interpretativas mais ímpares, 
enquanto que outros tipos de classe apresentam 
particularidades tais que elevam o nível de 
confusão durante o processo automático de 
classificação, impactando nos resultados de 
acurácia. Isto evidencia a necessidade de estudar 
cada trabalho de classificação de imagens e sua 
forma de aplicar o classificador em questão: as 
abordagens classificatórias, os tipos de classe em 
análise, o tipo de terreno, o tipo de uso do solo 
(urbano ou rural), o sensor que gerou as imagens, 
entre outros aspectos.

CONCLUSÕES 
O classificador MAXVER, o mais mencio-

nado em números gerais na produção de teses e 
dissertações do Brasil, se mostra como o 
classificador de maior confiança da comunidade 
acadêmica da área de sensoriamento remoto. 
Pois, além de ser muito utilizado em aplicações 
diversas, sempre aparece como uma referência 
quando um estudo resolve comparar métodos de 
classificação. Além disso, seus resultados de 
acurácia o respaldam para sua aplicação geral.  

Quanto as Redes Neurais e as Árvores de 
Decisão, são os métodos com resultados de 
acurácia mais elevados. Suas aplicabilidades em 
trabalhos de teses e dissertações são relevantes, 

estando ranqueadas entre os métodos mais 
utilizados. A RNA é uma técnica mais antiga, já 
as AD’s apesar de mais recentes obtiveram ápice 
de aplicações junto as RNA’s no quinquênio 
2012-2016, e no último quinquênio tiveram um 
decréscimo em sua utilização.  

O SVM, ao lado do RF, dois classificadores de 
Machine Learning, estão em ascensão, podendo-
se dizer que são umas das técnicas mais modernas 
de classificação de dados do SR, dentre as anali-
sadas neste estudo. Tanto por seus números de 
aplicações expressivos em trabalhos acadêmicos 
recentes, bem como pelas datas em que seus usos 
foram identificados no Brasil. Estes classifica-
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dores apresentam boas e ótimas acurácias em 
suas respectivas aplicações, o SVM com números 
um pouco superiores que o RF. Estes métodos se 
mostraram eficientes quando usados na classifi-
cação de dados hiperespectrais.  

O KNN e o SAM são classificadores com uso 
menos recorrente, porém seus resultados de acurácia 
os respaldam para usos gerais no sensoriamento 
remoto. Junto ao MAXVER, são classificadores 
por medidas espectrais e de aplicação simples, 
podendo serem utilizados mais corriqueiramente 
em mapeamentos com dados multiespectrais. 

Sobre o MINDIS e o ISODATA, conclui-se 
que tiveram resultados de acurácia mais modestos 
em relação aos demais classificadores elencados. 
Por outro lado, o MINDIS registrou mais menções 
em teses e dissertações, bem como suas acurácias 

tiveram mais regularidade. O ISODATA, apesar 
de ter alcançado resultados expressivos nos 
trabalhos de Marinho (2011), obteve resultados 
pouco convincentes no trabalho de Araújo 
(2017), denotando que seu uso requer certos 
cuidados, principalmente em se tratando de 
classificação de dados hiperespectrais.  

Durante a execução desta pesquisa as maiores 
dificuldades foram impostas pelas limitações das 
ferramentas de pesquisa da BDTD, o que, por 
outro lado, não tira a importância deste portal de 
indexação de trabalhos acadêmicos de pós-
graduação stricto sensu brasileiros. Para trabalhos 
futuros, recomendar-se-á a utilização de outras 
bases acadêmicas como fontes de trabalhos para 
as análises bibliométricas, no âmbito de classi-
ficadores de imagens do SR.
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